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Motivation 1

• Présentation unifiée de différents algorithmes

d’approximation dans des domaines d’application divers

• Algorithmes en ligne de prise de décison

avec récompenses (ou coûts)

• Version constructive de la dualité en programmation linéaire

et du théorème minimax dans les jeux à somme nulle

• Algorithmes d’apprentissage

(exemple : classification linéaire)

• Algorithmes d’approximation de programmes linéaires

• Efficacité et nécessité des algorithmes probabilistes



Guide du randonneur égaré dans l’univers des poids multiplicatifs 2

Jeu fictif (Brown,51)
Probabiliste
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Jeux fictifs (probabilistes) et algorithme de majorité pondérée 3
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Plan 4

• Problématique de la prise de décision en ligne

Notion de regret par rapport à la meilleure suite d’actions

• Méthode de mise à jour des poids multiplicatifs

Nécessité d’un algorithme probabiliste

pour une majoration efficace du regret

• Application aux jeux à somme nulle

• Un exemple d’algorithme d’apprentissage

• Approximation pour la programmation linéaire

(problèmes de flot maximum, couverture, etc...)



Méthode des poids multiplicatifs 5
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Algorithmes en ligne 6

Problèmes de décision en ligne :

• L’entrée arrive élément par élément à chaque étape

• L’algorithme prend une décision à chaque étape

Application dans des contextes variés :

• Théorie des jeux

• Apprentissage automatique

• Optimisation linéaire



Problème de décision en ligne 7

Modèle de décision en ligne :

Ensemble A de n ≥ 2 actions, horizon de temps T ≥ 1

A chaque étape t = 1, 2, . . . , T

• un preneur de décision choisit une distribution pt sur A

• un adversaire choisit un vecteur de récompenses

rt : A −→ [−1, 1]

• une action at est choisie suivant la distribution pt

et le preneur de décision reçoit la récompense rt(at)

• le preneur de décision apprend le vecteur de récompenses rt

Algorithme en ligne :

• Pour chaque t, la distribution pt est une fonction

des vecteurs r1, . . . , rt−1 et des actions a1, . . . , at−1
• Pour chaque t, le vecteur rt est une fonction

des distributions p1, . . . , pt et des actions a1, . . . , at−1



Quel(s) objectif(s) possible(s) pour un algorithme en ligne ? 8

• Récompense totale espérée proche de la

récompense de la meilleure suite d’actions ?

L’objectif
∑T
t=1maxa∈Art(a) est trop fort

• Objectif de la meilleure action fixée : maxa∈A
∑T
t=1 rt(a)

Mesure de l’efficacité de l’algorithme :

minimisation du regret

maxa∈A

T∑
t=1

rt(a)−
T∑
t=1

rt(at)

Le regret dans le pire des cas est de l’ordre de 2T

(les récompenses ∈ [−1, 1])

On considère comme mauvais un regret de cet ordre Ω(T )



Existe-t-il des algorithmes dont le regret soit en Ω(
√
T ) ? 9

• Des algorithmes simples et naturels

d’apprentissage remplissent cet objectif

• Cet objectif n’est pas évident (impossible

pour un algorithme déterministe)

• Remplir cet objectif est suffisant pour

de nombreuses applications



Existe-t-il des algorithmes dont le regret soit en Ω(
√
T ) ? 10

Algorithme de décision en ligne naturel suivre le leader :

à l’étape t, choisir l’action a avec la récompense cumulée∑t−1
u=1 ru(a) maximum

• Les algorithmes déterministes ne sont pas bons :

à chaque étape t, l’algorithme choisit une seule action at

une stratégie évidente pour l’adversaire

rt(at) = 0 et rt(a) = 1 pour toute autre action

récompense totale de l’algorithme = 0

récompense totale de la meilleure action ≥ T (1− 1/n)

si n = 2, le regret dans le pire des cas est ≥ T/2



Existe-t-il des algorithmes dont le regret soit en Ω(
√
T ) ? 11

Les algorithmes probabilistes sont meilleurs

avec une borne inférieure sur le regret de l’ordre de
√
T ln n

• si n = 2, on choisit chaque vecteur de récompenses rt
indépendamment et de manière uniforme

entre (1,−1) et (−1, 1)

à chaque étape, la récompense espérée est égale à 0

la récompense totale espérée est aussi nulle

la récompense totale espérée de la meilleure action est

proportionnelle à
√
T

• avec n actions, avec un argument similaire, on obtient que

le regret espéré d’un algorithme de décision en ligne

ne peut crôıtre plus lentement que b
√
T ln n

où b est une constante indépendante de n et T



L’algorithme des poids multiplicatifs 12

• Théorème : Existence d’un algorithme de décision en ligne

qui, pour tout adversaire, a un regret espéré ≤ 2
√
T ln n

• Corollaire : Existence d’un algorithme de décision en ligne

qui, pour tout adversaire et tout ε > 0,

a un regret espéré en moyenne ≤ ε
après au plus (4 ln n)/ε2 étapes

Conséquence :

• Le nombre d’étapes nécessaire pour rendre

le regret espéré en moyenne aussi petit que l’on veut

est logarithmique dans le nombre d’actions

• C’est cette forme de garantie qui est utilisée

dans les applications



L’algorithme des poids multiplicatifs 13

Principes de conception :

• La probabilité de choix d’une action crôıt avec la

récompense cumulée

• La probabilité de choix d’une action d’une action peu

performante doit décrôıtre de manière exponentielle

Algorithme MW :

Initialisation : w1(a) = 1 pour tout a ∈ A
Pour toute étape t = 1, 2, . . . , T

• utiliser la distribution pt = wt/Γt sur les actions

où Γt =
∑
a∈A wt(a) est la somme des poids

• étant donné le vecteur de récompenses rt,

pour toute action a ∈ A, mettre à jour le poids

wt+1(a) = wt(a)(1 + ηrt(a))

Le paramètre η est compris entre 0 et 1/2

et est choisi à la fin de la preuve du théorème.



Correction de l’algorithme MW 14

1e étape : Comment la somme des poids évolue avec le temps ?

Soit γt la récompense espérée à l’étape t :

γt =
∑
a∈A

pt(a)rt(a) =
∑
a∈A

wt(a)

Γt
rt(a)

On exprime Γt+1 en fonction de Γt :

Γt+1 =
∑
a∈A

wt+1(a) =
∑
a∈A

wt(a)(1 + ηrt(a))

Γt+1 = Γt(1 + ηγt)

Borne supérieure à chaque étape : Γt+1 ≤ Γteηγt

Borne supérieure finale :

ΓT+1 ≤ Γ1

T∏
t=1

eηγt = neη
∑T

t=1 γt

On obtient ainsi une borne inférieure de la récompense espérée

comme une fonction relativement simple de la quantité ΓT+1



Correction de l’algorithme MW (suite) 15

2e étape : S’il existe une bonne action fixée, alors son poids

montre que la valeur finale ΓT+1 est plutôt grande

Soit opt =
∑T
t=1 rt(a

∗) la récompense cumulée de la

meilleure action fixée a∗ :

ΓT+1 ≥ wT+1(a∗) = w1(a)

T∏
t=1

(1 + ηrt(a
∗))

On utilise alors : ln(1 + x) ≥ x− x2 pour |x| ≤ 1/2

Borne inférieure obtenue (η ≤ 1/2 et |rt(a∗)| ≤ 1) :

ΓT+1 ≥
T∏
t=1

eηrt(a
∗)−η2(rt(a∗))2

ΓT+1 ≥ eηopt−η
2T



Correction de l’algorithme MW (fin) 16

En combinant les deux bornes obtenues :

neη
∑T

t=1 γt ≥ ΓT+1 ≥ eηopt−η
2T

T∑
t=1

γt ≥ opt− ηT −
ln n

η

On choisit le paramètre η de manière à rendre égaux

les deux termes d’erreur : η =
√

(ln n)/T

Le regret espéré de l’algorithme MW est alors :

opt−
T∑
t=1

γt ≤ 2
√
T ln n



Extensions de l’algorithme MW 17

Regret espéré :

maxa∈A

T∑
t=1

rt(a)−
T∑
t=1

rt(at)

L’espérance est sur le choix aléatoire de l’action à chaque étape

La garantie du théorème peut être étendue à la meilleure

distribution de probabilités fixée : la meilleure action fixée

est au moins aussi bonne que la meilleure distribution fixée

Autre extension utile pour les applications :

l’ensemble des valeurs de récompenses est [−M,M ]

Changement d’échelle pour obtenir un regret en moyenne ≤ ε :

• diviser toutes les récompenses par M

• appliquer l’algorithme MW pour que le regret ≤ ε/M
• choisir l’horizon de temps T = 4M2(ln n)

ε2



Jeux à somme nulle 18

Spécification : matrice A = (aij) de taille m× n à valeurs réelles

Joueur 1 : joue une ligne ; Joueur 2 : joue une colonne

aij gain du joueur 1 lorsque 1 joue la ligne i et 2 la colonne j

Dans ce cas, le gain du joueur 2 est −aij (jeu à somme nulle)

Exemple (simple, mais représentatif) :

Pierre Papier Ciseaux

Pierre 0 −1 1

Papier 1 0 −1

Ciseaux −1 1 0

Gain espéré du joueur 2 (stratégies mixtes) :

la stratégie (distribution) sur les colonnes est x

la stratégie (distribution) sur les lignes est y

m∑
i=1

n∑
j=1

Prob[sortie(i, j)]aij =
m∑
i=1

n∑
j=1

Prob[i choisi]Prob[j choisi]aij = xTAy



Jeux à somme nulle (suite) 19

Préférez-vous engager une stratégie mixte

avant ou après l’autre joueur ?

Intuitivement : le 2e joueur peut s’adapter à celle du 1er

Théorème minimax (John von Neumann, 1928) :

Pour tout jeu à 2 joueurs à somme nulle A

maxx(minyx
TAy) = miny(maxxx

TAy)

La preuve originelle de von Neumann utilisait un

résultat de point fixe de Brouwer.

Dans les années 1940, il a donné une 2e preuve

utilisant des arguments équivalents à la dualité.



Théorème minimax via l’algorithme MW 20

Soit un jeu à somme nulle A et un paramètre d’erreur ε > 0

A chaque étape t = 1, 2, . . . , T = 4M2(ln n)
ε2 :

• le joueur 1 choisit une stratégie mixte pt

suivant l’algorithme MW (les actions sont les lignes)

• le joueur 2 répond de manière optimale

avec la stratégie déterministe qt

• si le joueur 2 choisit la colonne j, alors prendre comme

récompense rt(i) = aij pour toute ligne i

et alimenter l’algorithme MW avec le vecteur rt



Théorème minimax via l’algorithme MW (suite) 21

Résultat 1 :

Le gain espéré en moyenne du joueur 2 est au plus

maxp(minqp
TAq)

Soit p̂ = 1
T

∑T
t=1 pt la stratégie ligne en moyenne

et q∗ une réponse optimale à p̂

maxp(minqp
TAq) ≥minqp̂

TAq = p̂TAq∗ =
1

T

T∑
t=1

(pt)
TAq∗

maxp(minqp
TAq) ≥ 1

T

T∑
t=1

(pt)
TAqt

Remarque : qt est une réponse optimale à pt pour chaque t



Théorème minimax via l’algorithme MW (fin) 22

Résultat 2 :

Le gain espéré en moyenne du joueur 2 est au moins

minq(maxpp
TAq)− ε

Soit q̂ = 1
T

∑T
t=1 qt la stratégie colonne en moyenne

La garantie de l’algorithme MW assure que le gain espéré

en moyenne du joueur 2 est au moins, à ε près,

le gain espéré en moyenne obtenu par une stratégie mixte fixée p

1

T

T∑
t=1

(pt)
TAqt ≥maxp(

1

T

T∑
t=1

pTAqt)− ε = maxpp
TAq̂− ε

1

T

T∑
t=1

(pt)
TAqt ≥minq(maxpp

TAq)− ε



Classification linéaire 23

• Entrée : m données étiquetées positives x1, . . . ,xm ∈ Rd

m′ données étiquetées négatives y1, . . . ,xm
′ ∈ Rd

• Sortie : Une fonction linéaire h : Rd −→ R t. q.

h(z) =
∑d
j=1 ajzj + b, h(xi) > 0 et h(yi) < 0

Pré-calcul : Mise en forme du problème

• on force b = 0 en ajoutant une d+ 1-ième variable avec ad+1 = b

tout donnée a une nouvelle cordonnée égale à 1

• on multiplie les coordonnées des données négatives yi par −1

le système de contraintes s’écrit alors h(xi) > 0 et h(yi) > 0

• on peut demander que tous les coefficients aj soient positifs

en faisant 2 copies xij et −xij de chaque coordonnée xij et

en interprétant les 2 coefficients correspondants a′j et a′′j
avec aj = a′j − a′′j (on double la dimension d+ 1)



Classification linéaire (suite) 24

Oracle : le problème est faisable avec une marge ε > 0

Il existe un vecteur de coefficients a∗ ∈ Rd t.q.∑d
j=1 a

∗
j = 1 et

∑d
j=1 a

∗
jx
i
j > ε pour toute donnée xi

Soit M t.q. |xij | ≤M pour tout i, j et

A = {1, 2, . . . , d} l’ensemble des actions.

Algorithme : Pour t = 1, 2, . . . , T = 4M2(ln n)
ε2

• utiliser l’algorithme MW pour engendrer une

distribution de probabilités at ∈ Rd

• si
∑d
j=1 a

t
jx
i
j > 0 pour tout xi, alors stop et retourner at

• sinon choisir une donnée xi avec
∑d
j=1 a

t
jx
i
j < 0 et

définir un vecteur de récompenses rt avec rt(j) = xij
• fournir le vecteur rt à l’algorithme MW



Classification linéaire (fin) 25

Analyse :

• Les vecteurs de récompenses sont tels que, à chaque étape t,

le produit scalaire de at et rt soit négatif .

En considérant at comme une distribution de probabilités,

la récompense espérée est négative à chaque étape et

la récompense espérée en moyenne est au plus 0

• D’après la supposition, il existe une distribution de

probabilités a∗ sur A t. q., à chaque étape t,

la récompense espérée en jouant a∗ aurait été∑d
j=1 a

∗
jr
t(j) ≥minmi=1

∑d
j=1 a

∗
jx
i
j > ε

• Tant que l’algorithme n’a pas trouvé de solution,

le regret en moyenne de la procédure MW est > ε

L’algorithme MW garantit qu’après T = 4M2(ln n)
ε2 étapes,

le regret en moyenne est au plus ε



Problèmes d’optimisation linéaire 26

Forme générale : ∃x ∈ P Ax ≥ b (1)

où A ∈ Rm×n est une matrice et P est un ensemble convexe de Rn

• l’ensemble P représente les contraintes faciles à satisfaire

• la matrice A les contraintes difficiles à satisfaire

Objectif : Un algorithme qui, étant donné un paramètre d’erreur ε,

• soit résout le problème avec une erreur additive ε,

c.à.d. trouve un x ∈ P t.q. pour tout i, Aix ≥ bi − ε,
• ou sinon prouve que le système n’est pas résoluble

On suppose l’existence d’un algorithme, appelé Oracle, qui,

étant donné un vecteur de probabilités p sur les m contraintes,

résout le problème : ∃x ∈ P pTAx ≥ pTb (2)

Une manière d’implanter cette procédure est de maximiser

pTAx sur x ∈ P (résoudre une contrainte plutôt que m)



Problèmes d’optimisation linéaire (suite) 27

Remarque :

• si le problème (1) a une solution x∗, alors la même

solution satisfait aussi (2) pour tout vecteur de probabilités p

• s’il existe un vecteur p t.q. aucun x ∈ P ne satisfait (2),

alors le problème originel n’est pas résoluble

Oracle M-borné : Algorithme qui, étant donné un vecteur p

résout le problème (2) avec pour tout i, Aix− bi ∈ [−M,M ]

(M ≥ 0)

Théorème : Soit ε > 0 un paramètre d’erreur.

On suppose qu’il existe un oracle M-borné et que M ≥ ε/2.

Alors il existe un algorithme

• qui soit trouve un x ∈ P t.q. pour tout i, Aix ≥ bi − ε,
• soit conclut que le système n’est pas résoluble.

L’algorithme fait O(M
2(log(m)
ε2 ) appels à l’oracle,

avec un temps additionnel de O(m) par appel



Conclusion 28

• La méthode des poids multiplicatifs fournit un cadre général

pour divers algorithmes d’approximation

• La mise à jour des poids dans la distribution de probabilités

sur les actions permet de diminuer de manière exponentielle

l’influence des mauvaises stratégies

• L’horizon de temps ne dépend que de manière logarithmique

du nombre d’actions

• L’utilisation d’algorithmes probabilistes permet souvent de

réduire de manière importante la complexité en espace
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